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第 1 章 绪论 

随着 20世纪 40年代计算机出现，50 年代人工智能兴起，模式识别在 20世纪 60 年代初迅速发展并成为

一门新学科。本章介绍模式识别的基本概念与方法。 

1.1 模式的基本概念 

人们在日常生活中不时地对环境中的事物进行识别。比如，辨认出房子、道路、树木；辨识出汽车、电

动车、自行车；看出熟人的面孔；听出电话中的熟人的声音；区分出马达声、喇叭声；闻出泄露的煤气味、

变质食品的异味等。拿汽车的辨识作为一个例子，人通过反复观察各种形状与用途的汽车，包括轿车、客车、

货车、救护车、消防车、警车、越野车、跑车、房车等等，可以学习得到汽车的性质和特点，具备准确辨识

汽车的能力。 

一般地，把自然界或社会生活中的相同或相似的事物称为模式。在对个别的具体事物实例进行观察的基

础上，人可以获得对此类事物整体性质和特点的认识，从而具备正确辨认此类事物的能力，即具备模式识别

学习能力。人类的模式识别能力是视觉、听觉、嗅觉等感知能力的基础，使得人类能够看似比较轻松地完成

各种感知认知任务。 

本书讨论的模式识别就是用计算机实现人类的模式识别能力，也称为计算机模式识别或机器识别。目

前，我们对人脑的模式识别过程尚不完全清楚，让计算机做人类较容易做到的模式识别还是非常困难的，计

算机模式识别能力在多数方面还远不如人类。人脑的模式识别过程研究将有利于计算机模式识别模型与算法

的研究，反之亦然。 

在模式识别学科中，“模式”可以理解为一种相同或相似事物，即模式类；也可以理解为对具体的个别

事物进行观测所得到的观测数据，即样本。本质上，模式是指对一种相同或相似事物进行大量观测所得到的

数据所具有的性质和特点，即模式分布。以手写体数字图像识别问题为例，10 个数字对应着 10 种模式类，

图 1-1-1 显示了手写体数字 0的 200 幅图像样本。从图 1-1-1 可以看到，图像样本的变化复杂，模式分布研

究具有挑战性。 

 

图 1-1-1  手写体数字图像样本示例 

一个统计模式识别系统可以分成两个阶段：一是训练阶段，输入的样本包含了样本数据及其相应的类别
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真实标签，从样本数据中深入挖掘模式分布，通过最小化训练样本的标签预测与真实标签的预测误差，学习

得到在某种意义下最优的模式表示与模式分类器，见图 1-1-2 中的实线部分与虚线部分；二是识别阶段，输

入的待识别样本只包含了样本数据，按训练阶段所学习得到的最优模式表示与模式分类器对样本做标签预

测，即将其归入一个模式类，见图 1-1-2 中的实线部分。 

 

图 1-1-2  一个统计模式识别系统示意图 

在图 1-2 中，输入的样本数据，都是指通过传感器对模式所获取的观测空间中的数据点，并进行了预处

理；模式表示是从观测空间到表示空间的一个映射，模式分类是从表示空间到标签预测空间的一个映射。模

式识别基础研究主要集中在对于训练阶段的研究，可以看成为需要求解最优模式表示映射与最优模式分类映

射的联合优化问题。BP 神经网络是该联合优化问题的一个经典示例，常见的模式识别研究工作包括最优模式

表示映射研究与最优模式分类映射研究。 

1.2 模式表示学习 

人脑在每天感知外界事物的过程中，首先面临着一个模式表示的问题，即利用大约 3万听觉神经纤维和

100 万视觉神经纤维等，从高维的感官输入信息（如视频图像、音频信号等）中抽取便于管理的很小数量的

感知关联特征来完成对事物的认识。模式表示问题可以定义为：在高维的观察样本空间中寻找其隐藏的有意

义的低维数据结构，并藉此分析和探索事物的内在规律。因此，模式表示的过程本质上可以看成在一定准则

下的优化问题，不仅从原始模式信息中得出了最有利于模式分类的特征，而且这些特征与原始样本信息相比，

极大地降低了模式样本的维数。近年来，大规模的高维数据在科学、工程和社会生活中激增，这必然为众多

学科领域（如图像视频和多媒体数据的处理、网络数据分析和搜索、生物信息学和测量学、智能机器人等）

的发展带来机遇和挑战。在这些领域里，数据的维数成千上万甚至高达数亿，样本的个数也达到了几乎同样

的数量级，一方面含有丰富的信息可供挖掘利用，另一方面增加了挖掘这些数据的困难与成本，模式表示问

题尤显重要，亟待解决。 

模式表示包含了模式特征抽取与特征选择。假设在模式观测样本空间中有一个样本数据集，其中每一个

样本数据都是一个高维向量。因为这些高维向量的各维度之间可能存在一些信息冗余，所以模式可能分布在

一些低维子空间上。为了挖掘模式分布，需要寻找比较好的模式表示空间，即需要寻找从高维观测空间到低

维表示空间的一个映射，在实现降维的同时，使新的模式表示具有一定的最优性与可解释性。 

最简单的映射是线性映射、投影映射。按向子空间投影的模式表示映射是否线性可以把最优模式表示方

法简单分成线性子空间方法、非线性子空间方法。在样本集中，可能对于每个样本数据，都没有类别标记信

息；也可能对于每个样本数据，都有类别标记信息；或者，对于部分样本数据，都有类别标记信息，但对于

其它样本数据，都没有类别标记信息。因此，按样本集中类别标记信息的多少，可以把最优模式表示方法分

成非监督方法、监督方法、半监督方法。 

1.2.1 线性子空间分析 

主成分分析（Principal Component Analysis, PCA）是一种广泛应用的非监督子空间学习方法
[1]
，旨

在寻找具有最大方差的模式表示投影方向，即在投影后所得到的新特征的方差最大。方差大小刻画了数据的

散布情况，即描述了数据偏离均值的散布程度情况。如果方差小，就说明样本在该维度上偏离均值的变化



 ·3·

小，将不利于描述数据在该维度上的可区分性。在求出方差最大的第一个投影方向后，按正交条件可以定义

方差最大的第二个投影方向。以此类推，可以定义方差最大的一组投影方向，其中后续的投影方向与已有的

投影方向正交，并且方差最大。这组方差最大的投影方向集就被称为主成分向量集。容易证明，它是样本数

据的协方差矩阵对应于大本征值的本征向量集，并且也可以看成为在正交约束下的一个最小重构误差问题的

解集。 

线性鉴别分析（Linear Discriminant Analysis，LDA）是经典的监督子空间学习方法
[2-4]

，旨在寻找

具有最大鉴别力的模式表示投影方向。线性鉴别分析的基本思想最早是由Fisher提出
[2]
，其目的是选择使得

Fisher准则函数达到极值的向量作为最佳投影方向，从而使得样本在该方向上投影后，达到最大的类间离散

度和最小的类内离散度，即得到最大的鉴别力。在求出鉴别力最大的第一个投影方向后，按共轭正交条件可

以定义鉴别力最大的第二个投影方向
[5]
。以此类推，可以定义鉴别力最大的一组投影方向，其中后续的投影

方向与已有的投影方向共轭正交，并且鉴别力最大。这组鉴别力最大的投影方向集就被称为具有统计不相关

性的最佳鉴别向量集。容易证明，它就是样本数据的类内协方差矩阵之逆矩阵与类间协方差矩阵的乘积矩阵

对应于大本征值的本征向量集，即它与Wilks
[3]
和Duda

[4]
在Fisher思想的基础上分别提出的使得类间散布矩

阵行列式与类内散布矩阵行列式之比最大的线性鉴别向量集是等价的。在模式表示理论中，要求表示之间尽

可能是不相关的，其出发点是有利于最大限度地消除维度之间的相关性。如果参考主成分分析的做法，在要

求后续的投影方向与已有的投影方向正交的条件下求解鉴别力最大的投影方向所得到的最优鉴别向量集在性

能上逊色于经典的线性鉴别分析最优鉴别向量集。 

Fisher 线性鉴别分析有很多拓展
[6]
。在模式空间维数高而训练样本数少的情况下，很难精确地估计协方

差矩阵，类内协方差矩阵的逆矩阵还可能不存在，子空间分析方法遇到了困难，小样本子空间分析方法研究

引起了人们的高度关注[7]。由于常规的子空间学习技术都是针对向量数据而言的，对于计算机视觉中的图像数

据矩阵，简单的处理方法是将图像的各个象素数据叠加形成一个向量数据，其维数相当高，小样本问题普遍

出现。另外，将图像矩阵转化向量，只能部分保持图像像素的邻近关系，难以保持图像的结构信息。因此，

催生了面向图像数据的子空间学习技术研究，直接利用图像矩阵数据构造图像协方差矩阵，不但保持了图像

的结构信息，还提高了算法的效率，其代表性工作包括二维主成分分析[8]、二维线性鉴别分析等等。 

1.2.2 基于流形、稀疏与低秩假设的模式表示 

在数据表示建模时，必须诉诸于数据固有的结构。认知科学的研究提供了假设与启迪，引领着模式表示

理论与方法的发展。有三种假设占主导地位：（i）流形假设，即数据存在于内嵌的低维流形上，该假设导致

了流形学习理论的产生和蓬勃发展；（ii）稀疏假设，即数据在超完备基底上的表示是稀疏的，该假设带来了

稀疏学习、稀疏表示和压缩感知理论的兴起；（iii）低秩假设，即数据矩阵在代数空间本质上具有比较低的

秩,在国际著名学者斯坦福大学 Candes 教授推动下，一种崭新的理论，即低秩矩阵恢复理论，应运而生并势

如破竹地发展。 

理论与实验都证明，复杂模式的特征之间往往存在着高阶的相关性，因此数据集呈现明显的非线性性，

并且往往是由一组维度远远低于样本维度的隐含变量决定的。在数学上，具有上面性质的模型是流形。以流

形为模型，利用流形的基本假设和性质来研究高维空间中的数据分布，达到简约数据，降低维度，探寻复杂

模式的内部规律的学习方法被称为流形学习
[9-10]

。2000 年，Seung 提出感知以流形方式存在
[9]
，并通过实验证

明了人脑中的确存在着稳态的流形。这为统计模式识别与人类感知架起了一座桥梁，使得流形学习具有了更

加坚实的理论基础。流形学习的核心，是如何合理有效地对数据进行流形建模，即如何找到一个好的流形模

型，能够较好地逼近数据，使得数据的内在结构性质能够在流形上良好地保持下来，以便研究者通过对流形

模型的研究，获得对数据集内在结构的深刻认识。 

科学工作者们揭示了在低层和中层的人类视觉系统中，视觉通道中的许多神经元对大量的具体的刺激，

比如目标的颜色、纹理、朝向和尺度等，具有选择性
[11-12]

。若将这些神经元视为视觉阶段的超完备集中的信

号基元的话，神经元对于输入图像的激活机制具有高度的稀疏性。图像模式的稀疏性不仅体现在模式内部，

也体现在模式之间。模式内部的稀疏性刻画为特征抽取提供了依据，模式之间的稀疏性则为分类器的设计提

供了可能。 

矩阵低秩性刻画了数据的内在低维结构，揭示了真实数据的变化往往由少数的重要因子线性决定。低秩
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假设源远流长，从最早的主成分分析到线性鉴别分析，几乎每一种子空间分析方法都在她的辐射下诞生。传

统的子空间方法对含有小高斯噪音的数据比较有效，但对于含野点、含大的稀疏噪音的数据比较敏感。对于

大规模的高维数据，数据矩阵中常常含有野点、孤立点，有部分元素受噪声污染、甚至缺失，低秩矩阵恢复

理论与方法成为有效的数据处理手段
[13-14]

。主成分分析、矩阵补全和稳健主成分分析
[14]

可分别看作稠密小噪

声、缺失数据和稀疏大噪声假设下的低秩矩阵学习模型。针对日益涌现的多模态数据，作为低秩矩阵学习模

型的多线性拓展，低秩张量学习模型、低秩张量关联主成分分析、张量恢复的快速求解以及面向轻量级神经

网络设计的张量分解方法等研究正在蓬勃发展。 

1.3 模式分类 

设有 c 个模式类别：𝜔ଵ, 𝜔ଶ,⋅⋅⋅, 𝜔௖，𝑋为一个待识别样本，模式分类问题就是将 X映射到决策空间上,即

将其分类到一个最相近或相似的模式类别。 

1.3.1 贝叶斯分类器 

设各模式类别的先验概率与条件分布密度函数分别为𝑃(𝜔௜)与𝑃(𝑋|𝜔௜) (𝑖 = 1, ⋯ , 𝑐)。对于待识别样本

𝑋，计算出样本𝑋属于各模式类的后验概率𝑃(𝜔௜|𝑋)，最小错误率 Bayes 判决规则根据概率最大原则进行分类

判决如下： 

𝑃൫𝜔௝|𝑋൯ = max
ଵஸ௜ஸ௖

𝑃(𝜔௜|𝑋) → 𝑋 ∈ 𝜔௝                           (1.3.1) 

在𝑐 = 2的情形下，假设条件分布服从正态分布，当两个条件协方差矩阵不相等时，最小错误率 Bayes 判

决规则所对应的判决函数是一个二次函数，如图 1-3-1 中的实线所示；当两个条件协方差矩阵相等时，最小

错误率 Bayes 判决规则所对应的判决函数是一个一次函数，其函数曲线为两个分布中心连线（如图 1-3-1 中

的水平虚线）的垂直平分线（如图 1-3-1 中的竖直虚线），即各类以其中心为代表，按待识别样本到各类代表

的距离最小原则进行分类。 

 

图 1-3-1  两类问题的 Bayes 判决函数曲线示意图 

1.3.2 最小距离分类器 

在实际应用中，类条件概率密度是未知的，需要大量样本进行估计。为此，我们可以利用样本集直接设

计分类器。 

将𝜔௜类模式的训练样本记为𝑋௜௝ (𝑗 = 1,⋅⋅⋅, 𝑀௜)，其样本均值记为𝑚௜ =
ଵ

ெ೔
∑ 𝑥௜௝

ெ೔
௝ୀଵ 。最小距离分类器对于各

模式只选取一个代表𝑚௜，对于待识别样本𝑋，计算出样本𝑋与各模式代表𝑚௜的欧氏距离‖𝑋 − 𝑚௜‖，根据距离

最小原则进行分类判决如下： 
‖𝑋 − 𝑚ప́‖ = min

ଵஸ௜ஸ௖
‖𝑋 − 𝑚௜‖ → 𝑋 ∈ 𝜔ప́                           (1.3.2) 

在𝑐 = 2的情形下，最小距离分类器的判决函数曲线就是两个样本均值连线的垂直平分线。 
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欧氏距离刻画了模式样本之间的相似程度，样本相关系数也是能够刻画模式样本之间相似程度的一种度

量方法。采用样本相关系数代替欧氏距离，可以得到最大相关分类器。最大相关分类器对于各模式只选取一

个代表𝑚௜，对于待识别样本𝑋，计算出样本𝑋与各模式代表𝑚௜的样本相关系数ρ(𝑋, 𝑚௜)，根据相关系数最大原

则进行分类判决如下： 

ρ(𝑋, 𝑚ప́) = max
ଵஸ௜ஸ௖

ρ(𝑋, 𝑚௜) → 𝑋 ∈ 𝜔ప́                           (1.3.3) 

1.3.3 最近邻分类器 

最近邻距离分类器也是按距离最小原则分类，但各模式不是只选一个代表，而是把其所有训练样本都作

为代表。对于待识别样本𝑋，计算出样本𝑋与各模式代表𝑋௜௝的欧氏距离ฮ𝑋 − 𝑋௜௝ฮ，进行分类判决如下： 

ฮ𝑋 − 𝑋ప́ఫ́ฮ = min
ଵஸ௜ஸ௖

ଵஸ௝ஸெ೔

ฮ𝑋 − 𝑋௜௝ฮ → 𝑋 ∈ 𝜔ప́                          (1.3.4) 

最近邻相关分类器也是按相关系数最大原则分类，但各模式不是只选一个代表，而是把其所有训练样本

都作为代表。对于待识别样本𝑋，计算出样本𝑋与各模式代表𝑋௜௝的样本相关系数ρ൫𝑋, 𝑋௜௝൯，进行分类判决如下： 

ρ൫𝑋, 𝑋ప́ఫ́൯ = max
ଵஸ௜ஸ௖

ଵஸ௝ஸெ೔

ρ൫𝑋, 𝑋௜௝൯ → 𝑋 ∈ 𝜔ప́                          (1.3.5) 

1.3.4 BP 神经网络 

在 1986 年 Rumelhart[16-17]提出了一种按误差反向传播（Back-propagation， BP）算法训练的三层前馈

网络，简称之为 BP 神经网络，其拓扑结构包括了输入层、隐含层和输出层，见图 1-3-2。 

 

图 1-3-2  三层 BP 神经网络结构示意图 

在图 1-3-2 中，信息正向传播通过全连接线性组合的激活函数分别计算隐含层的输出、输出层的输出，

而误差反向传播可以利用输出层神经元的误差调节隐含层-输出层的全连接参数与阈值，并利用隐含层神经

元的误差调节输入层-隐含层的全连接参数与阈值。BP 神经网络可以逼近任意连续函数，具有很强的非线性

映射能力。近几年出现的深度神经网络可以看成是 BP 神经网络的发展。 

1.3.5 支持向量机 

支持向量机是上世纪末九十年代在统计学习理论的基础上发展起来的模式识别方法，在解决小样本高维

模式识别问题中表现出特色与优势
[18-19]

。 

给定一个二分类问题，假设在模式表示空间用一个线性分类映射Ψ(𝑋) = 𝑤்𝑋 + 𝑏可以将训练样本集中的

两个类无误地分开，即假设训练样本集是线性可分的。不妨将分类映射Ψ(𝑋)规范化，使得对于所有的训练样
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本都满足|Ψ(𝑋)| ≥ 1。此时，可以说明分类间隔为2 ‖𝑤‖⁄ 。经典的支持向量机是如下优化问题的解： 

min
௪,௕

ଵ

ଶ
‖𝑤‖ଶ s.t. 𝑦௜(𝑤்𝑋௜ + 𝑏) − 1 ≥ 0 ൫i = 1，⋯，𝑀൯                 (1.3.6) 

其中，𝑦௜𝜖൛1， − 1ൟ是训练样本𝑋௜的类别标签൫i = 1，⋯，𝑀൯。超平面|Ψ(𝑋)| = 1上的训练样本被称为支持向

量。‖w‖ଶ越小，分类间隔越大，从而支持向量机的泛化能力越强。针对非线性可分的情况，对于每一个训练

样本可以引入松弛变量ξ௜ ≥ 0以确定软边界，优化问题为 

min
௪,௕

ଵ

ଶ
‖𝑤‖ଶ + 𝐶 ∑ 𝜉௜

ெ
௜ୀଵ  s.t. 𝑦௜(𝑤்𝑋௜ + 𝑏) − 1 + 𝜉௜ ≥ 0 ൫i = 1，⋯，𝑀൯          (1.3.7) 

其中𝐶为权值。对于多分类问题，支持向量机有很多解决方案。 

1.3.6 分类器组合 

不同性质的特征往往反映模式的不同方面，在一种特征空间很难区分的两种模式可能在另一种特征空间

上很容易分开；而对应于同一特征的不同分类器又从不同的角度将该特征映射到决策空间上，因此利用不同

性质特征和不同分类器的组合就可能全面反映出一个模式，从而得到一个较好的分类结果。 

多传感器数据融合可以有效地解决单传感器的不足，更精确地观察和解释环境，有着重要的理论研究价

值和实际应用价值。从处理对象的层次上分，多源信息融合研究可分为低层（象素级）、中层（特征级）和高

层（决策级）三个层次。从数据融合的角度看，可以认为多分类器的组合属于决策级一层的信息融合。 

分类器组合方法很多
[15]

，主要有择多判决法（投票表决法、计分法），线性加权法，贝叶斯估计法，证据

推理法，模糊推理法，以及将分类结果作为一种新的输入特征的神经网络组合方法。 

 

1.4 应用算例 

    模式识别在人工智能、计算机视觉、大数据分析、智能机器人等领域具有广泛的应用。本节仅介绍在经

典的手写体数字图像识别与人脸图像识别应用中的算例。 

1.4.1 手写体数字图像识别 

手写体数字识别是计算机模式识别领域的一个经典课题。国际上广泛使用的 Concordia University 

CENPARMI 手写体数字数据库有 4000 个训练样本与 2000 个测试样本。图 1-1-1 显示了数字 0的 400 个训练样

本中的前 100 个与 200 个测试样本中的前 100个。 

在手写体数字识别的研究中，对于二值化图像的表示方法有多种。通过对手写体数字图像作预处理，提

取出如下四组图像表示
[20-21]

：Gabor 变换特征 X
G
、Legendre 矩特征 X

L
、Pseudo-Zernike 矩特征 X

P
与 Zernike

矩特征 X
Z
。对于这四种图像表示，分别进行线性鉴别分析提取出 9 维的鉴别特征表示，分别记为 X

G
+LDA、

X
L
+LDA、 X

P
+LDA、X

Z
+LDA。分别按最小距离、最近邻距离、最大相关、最近邻相关四种分类器对测试样本进行

分类识别，识别错误率结果见表 1-4-1。 

从表 1-4-1 可以看出，在 X
G
、X

L
、 X

P
、X

Z
、X

G
+LDA、X

L
+LDA、 X

P
+LDA、X

Z
+LDA 八种图像表示中，基于 Legendre

矩特征的图像表示具有优势；进行线性鉴别分析后，在分类阶段，如果每个类别只取一个代表，性能极大提

升；如果将所有训练样本都取为类别代表，性能可能会稍有下降。 

 

表 1-4-1 手写体数字识别实验的错误率 

图像表示
 

维数 分类器 

最小距离 最近邻距离 最大相关 最近邻相关 

X
G 

256 0.269 0.179 0.297 0.144 

X
G
+LDA 9 0.183 0.175 0.24 0.212 

X
L 

121 0.479 0.088 0.262 0.067 
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X
L
+LDA 9 0.106 0.108 0.147 0.141 

X
P 

36 0.429 0.237 0.485 0.241 

X
P
+LDA 9 0.296 0.299 0.362 0.387 

X
Z 

30 0.449 0.245 0.517 0.254 

X
Z
+LDA 9 0.299 0.308 0.383 0.384 

1.4.2 人脸图像识别 

人脸识别是信息技术领域的前沿课题
[22]

。国际上广泛使用ORL人脸图像数据库，由40人的400幅92 × 112

图像所组成，其中有些图像是拍摄于不同时期；人脸脸部表情与脸部细节有变化，例如：笑或不笑，眼睛睁

着或闭着，带或不带眼镜；人脸姿态有变化，深度旋转与平面旋转可达到 20°；人脸的尺度也有最多 10%的

变化。 

 
(a) 92 × 112 

 
(b) 46 × 56 

 
(c) 23× 28 

 

(d) 12 × 14 

 
(e) 6 × 7 

 
(f) 3 × 4 

图 1-4-1  多分辨率人脸图像 

将图像分辨率92 × 112逐渐降低到46 × 56、23× 28、12 × 14、6 × 7、3 × 4，可以得到不同分辨率图像，
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见图 1-4-1。 

现将每人 10 幅图像样本中的前 5 幅图像用作训练样本，另 5 幅图像用着测试样本，则训练样本总数为

200，测试样本总数也为 200。对于多种分辨率图像92 × 112、46 × 56、23× 28、12 × 14、6 × 7、3 × 4的像

素数据表示，分别按最小距离、最近邻距离、最大相关、最近邻相关四种分类器对测试样本进行分类识别，

识别错误率结果见表 1-4-2 中的前 6行。 

对于分辨率6 × 7、3 ×4 的图像，像素数目分别为 42与 12，而训练样本数目为 200，所以可以进行线性

鉴别分析，分别抽取 39维与 12 维的线性鉴别特征，并按最小距离、最近邻距离、最大相关、最近邻相关四

种分类器对测试样本进行分类识别，识别错误率结果见表 1-4-2 中的后 2 行。另外说明一下，对于分辨率

13 × 14的图像，像素数目为 168，而类内协方差矩阵的秩为训练样本数目-类别数目-1=201-41-1=159<168,

其逆矩阵不存在，不能进行线性鉴别分析。 

表 1-4-2 在多种分辨率下的人脸识别实验错误率 

图像表示 维数 分类器 

最小距离 最近邻距离 最大相关 最近邻相关 

92 × 112 10304 0.16 0.09 0.205 0.12 

46 × 56 2576 0.155 0.09 0.19 0.11 

23 × 28 644 0.16 0.09 0.205 0.12 

12 × 14 168 0.145 0.08 0.195 0.085 

6 × 7 42 0.175 0.1 0.21 0.095 

3 × 4 12 0.29 0.14 0.365 0.195 

3 × 4+LDA 12 0.17 0.125 0.235 0.145 

6 × 7+LDA 39 0.055 0.03 0.07 0.025 

从表 1-4-2 可以看出，高分辨率图像像素之间的信息冗余严重，适当降低图像分辨率可以保持比较接近

的识别性能；把图像分辨率降得过低，会影响识别性能；线性鉴别分析能够极大地提升识别性能，采用最近

邻距离分类器或最近邻相关分类器，基于6 × 7人脸图像的 LDA 表示可以获得不少于 97%的正确率。 
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